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Özetçe —Öznitelik eşleştirme, birçok bilgisayarlı
görü uygulamasında kullanılan temel bir işlemdir. Ben-
zerlik Alan Ağları (BAA) ise literatürde yeni sunulmuş
bir yapay sinir ağı algoritmasıdır. BAA algoritması,
birçok çekirdek parametresini geometrik olarak hesap-
layarak karar fonksiyonunu tanımlar. Bu bildiri, özni-
telik eşleştirmesinin BAA tarafından otomatik olarak
hesaplanan çekirdek parametreleri üzerinden nasıl ya-
pılacağını göstermektedir. Normalde, sadece öznitelik-
ler arasındaki mesafaye bakılarak karar verilemez iken,
BAA tarafından hesaplanan (benzerlik alan merkezleri
olarak da bilinen) Gauss çekirdek merkezleri arasındaki
mesafeye bakılarak eşleşme yapılabildiğini deneyleri-
mizde göstermekteyiz.

Anahtar Kelimeler—Benzerlik Alan Ağları, Çekirdek
Makineleri ile Öznitelik Eşleştirme.

Abstract—Feature matching is an essential step in
many computer vision applications. Similarity Domains
Network (SDN) is a type of Neural Networks and has
been recently proposed. SDN computes multiple kernel
parameters to define the decision function. In this
paper, we describe how to utilize the computed kernel
parameters of SDN for feature matching. Normally,
using only the distance value between the closest featu-
res does not yield good matches. However, in our expe-
riments, we demonstrate that we can match features by
using the distance value between the closest Gaussian
kernel centers (also known as similarity domain centers)
that are computed by SDN.

Keywords—Similarity Domains Network, Feature
Matching with Kernel Machines.

I. Gİrİş

İki öznitelik kümesini birbiri ile eşleştirme işlemi (öz-
nitelik eşleştirmesi), kalabalık dinamiklerinin çıkartılması,
nesne tanıma ve takibi, imge çakıştırma gibi birçok bilgisa-
yarla görü uygulamasında kullanılmaktadır [1]–[6]. Görsel
öznitelikler [7] hesaplanmış iken, özniteliklerin eşleştirme-
leri için çeşitli yöntemler mevcutdur. Bu yöntemler arasın-
dan, RANSAC [8] veya Hungarian/Munkres algoritması
[9] gibi basit istatistiksel çıkarım yapan eşleştirme algo-
ritmaları literatürde oldukca yoğun kullanılmıştır. Ancak,

son yıllarda öne çıkan, yeni ve güncel eşleştirme algorit-
maları derin öğrenmeye dayalı olmaktadır [10], [11]. Derin
öğrenmeye dayalı algoritmaların büyük bir kısmı, ancak
büyük veri kümeleri kullanarak verimli bir şekilde eş-
leştirme işlemini öğrenebilmektedirler. Literatürde, başka
veri kümeleri kullanmadan ve herhangi bir ön-eğitim almış
bir yapay sinir ağı üzerine kurulmamış bir şekilde öznitelik
eşleştirmesi yapabilen çok fazla çalışma yok.

Bu bildiride, baska hiçbir veri kümesine ihtiyaç duyma-
dan veya başka herhangi bir ön-eğitim yapılmış parametre-
ler kullanmadan, çok derin olmayan bir yapay sinir ağı türü
olan Benzerlik Alan Ağları (BAA) kullanarak, öznitelik
eşleştirme işleminin nasıl yapıldıgını göstermekteyiz. Ta-
sarım itibariyle BAA algoritmasi [12], hem Destek Vektor
Makinalarına (DVM), hem de radyal tabanlı ağlara ben-
zemektedir. BAA algoritması, tekbir gizli katman kullan-
maktadır ve o gizli katmanda aktivasyon fonksiyonu olarak
Gauss tipi çekirdek kullanmaktadır [13]. Gizli katmandaki
herbir nöron, farklı (o çekirdeğe özel) bir Gauss çekirdek
parametresine sahiptir ve bu çekirdek parametreleri eğitim
sırasında, algoritma tarafından geometrik olarak hesap-
lanılmaktadır. Bu bildiride, BAA tarafından geometrik
olarak hesaplanan çekirdek parametrelerinin nasıl öznitelik
eşleştirmesinde kullanıldıgını belirtmekteyiz. Bu çekirdek
parametreleri, öznitelik eşleştirmesi yapmak amaçlı ilk defa
bu bildiride gösterilmektedir.

II. Benzerlİk Alan Ağları

Benzerlik Alan Ağları, (1)’de tanımlanan karar fonksi-
yonunu, oncelikle her bir sınıf içinde, ufak kümeler (ben-
zerlik alanı) yaratıp, bu kümelerin katsayıları ile birlikte
toplamına bakarak tanımlamaktadır. Veri (data) uzayında
yaratılan bu ufak kümelere Benzerlik Alanı denilmektedir.
Her bir benzerlik alanı, bir Gauss çekirdeği ile modellen-
miştir. BAA yapısı, bir yapay sinir ağı olarak Şekil 1’de
verilmiştir. BAA, radyal tabanlı ağlara benzer şekilde, tek
bir gizli katman içermektedir ve o gizli katmanda da,
aktivasyon fonksiyonu olarak Gauss çekirdeklerini (radyal
fonksiyonlar) kullanmaktadır. Her bir Gauss çekirdeğinin
kendi çekirdek parametresi vardır ve bu çekirdek paramet-
releri geometrik olarak bulunmaktadır. BAA, verilen bir
öznitelik verisi olan x’in sınıfını y olarak asağıdaki şekilde
tanımlar:978-1-7281-7206-4/20/$31.00 c©2020 IEEE



Şekil 1: BAA algoritmasının tek-gizli katmanlı ağ olarak
gösterilmesi. Gizli katmanda aktivasyon fonksiyonu olarak
Gauss çekirdekleri kullanılmaktadır.

y = sign(f(x)), f(x) =
k∑
i=1

αiyiKσi(x,xi), (1)

buradaki αi değeri sıfır-olmayan bir katsayıdır ve
yiε{−1,+1}, k değeri ise toplamda kullanılan Gauss çe-
kirdek sayısını (benzerlik alanı sayısını) belirtmektedir.
Burada, xi vektörü, indizi i olan Gauss çekirdeğinin merke-
zini tanımlar ve aynı zamanda, literatürde destek vektörü
olarak da bilinir. K(.) Gauss fonksiyonu şu şekilde tanım-
lanmışdır:

Kσi(x,xi) = exp(− ‖ x− xi ‖2 /σ2
i ) (2)

buradaki çekirdek parametresi olan σi, merkezi xi ile
tanımlanmış, i indizli benzerlik alanının büyüklüğünü ta-
nımlar. Benzerlik alanlarının merkezleri ve toplam sayıları,
aşağıda verilen optimizasyon fonksiyonunun sonucunda
otomatik olarak bulunurlar:

max
α

Q(α) =
n∑
i=1

αi −
1
2

n∑
i=1

n∑
j=1

αiαjyiyjKσij(xi,xj),

kısıtlar:
n∑
i=1

αiyi = 0, C ≥ αi ≥ 0, i = 1, 2, ..., n,

ve Kσij(xi,xj) < T, eğer yiyj = −1, ∀i, j

(3)

burada T sabit bir değerdir ve Gauss çekirdek fonksiyo-
nunun, farklı sınıflardan gelen herhangi bir eğitim verisi
çifti için belirli bir değerden küçük sonuç vermesini sağla-
makta kullanılır. Çekirdek parametresi σij ise, şu sekilde
tanimlanmistir: σij = min(σi, σj). Farklı sınıflardan gelen
( yiyj = −1) en yakın veri çifti xi ve xj için, çekirdek
parametreleri geometrik olarak aşağıdaki şekilde bulunur:

σ2
i = σ2

j = − ‖ xi − xj ‖2

ln(T )
(4)

BAA hem çekirdek makinesi olarak, hem de Radyal
Tabanlı Ağ (Radial Basis Network) olarak modellenebilir.
BAA üzerine daha fazla bilgi, [12]’den edinilebilir.

III. BAA İle Öznİtelİk Eşleştİrmek

Klasik çekirdek makineleri ile direk olarak, yani çe-
kirdek makinelerinin buldukları parametreleri kullanarak,
öznitelik eşleştirmesi yapmak pek mümkün ve kolay değil-
dir. Ancak, yine bir çekirdek makinesi olan BAA ile bu

Şekil 2: Farklı iki imgeden elde edilen özniteliklerin, 2
boyutlu bir uzayda gösterimi. x1 ile x3 en yakın Gauss
çekirdek merkez çiftini oluşturan özniteliklerdir; aynı za-
manda x2 ile x4 de, başka bir en yakın Gauss çekirdek
merkez çiftini oluşturan öznitelikleri temsil etmektedir.

işlem yapilabilmektedir ve bu işlemin nasıl yapıldıgını, bu
ve bundan sonraki bölümlerde anlatmaktayız.

BAA ile iki farklı kaynak arasında öznitelik eşleştir-
mesi, Gauss çekirdek parametreleri üzerinden yapılır. Ön-
ceden de belirtildigi gibi, BAA her bir Gauss çekirdek
için ayrı bir çekirdek parametresi (σ) tanımlamakta ve
hesaplamaktadır. Hesaplanan bu çekirdek parametreleri
kullanılarak, iki sınıf arasında, yani farklı sınıflardan ol-
mak koşulu ile, birbirine en yakın olan ve Gauss çekirdek
merkezi olan öznitelikler x1

i ve x2
j saklanır (bu çalışmada,

her bir imge, bir sınıfı tanımlar). Burada, x1
i ilk kaynakdan

gelen i indizli Gauss çekirdegin merkezindeki özniteliği
tanımlar ve benzer şekilde x2

j da ikinci kaynakdan gelen j
indizli Gauss çekirdeğin merkezindeki özniteliği tanımlar.
Bu birbirine en yakın olan öznitelik çiftlerinden, arala-
rındaki Öklid uzaklığı belirli bir değerin altında olanlar
saklanır.

Şekil 2, birbirine en yakın olan iki özniteliği göstermek-
tedir. Şekilde, mavi noktalar, bir kaynakdan (bir imgeden)
gelen öznitelikleri, kırmızı noktalar ise diğer kaynakdan
(diger bir imgeden) gelen öznitelikleri ifade etmektedir.
Etrafı yeşil olan noktalar ise, BAA tarafından bulunan
Gauss çekirdek merkezi üzerindeki öznitelikleri ifade et-
mektedir. Bu oznitelikler arasından, birbirine en yakın olan
iki çift Gauss çekirdek merkezi, x1, x2, x3 ve x4 olarak
gösterilmiştir. Bunlar arasından, x1 ile x3 ve x2 ile de x4

Şekil 3: Bu bildiri dahilinde, öznitelik eşleştirmesi için
kullanılan iki imge de gösterilmiştir.



Şekil 4: Uzaklık eşiği R=250 olduğunda, toplamda 18 adet eşleşen öznitelik çifti bulunmuştur ve her iki imge üzerinde,
eşleşen (ve bir Gauss çekirdeğinin merkezinde bulunan) bu öznitelik çiftleri gösterilmiştir.

birbirine en yakın olan karşı sınıflardan Gauss çekirdek
merkezlerini tanımlamaktadırlar. Biz bu Gauss çekirdek
merkezleri arasından, birbirine en yakın olan çiftleri, bu
öznitelik uzayında birbirleri ile eşleşmis olarak kabul edi-
yoruz.

x1
i ≡ x2

j , eğer ‖ x1
i − x2

j ‖< R (5)

burada, R önceden belirlenmiş sabit bir uzaklık eşik değe-
rini belirtir.

Bu bildiride, görsel öznitelik eşleştirmesine odakla-
nılmıstır. Öznitelik değerleri, "Scale Invariant Feature
Transform" (SIFT) [14], "Speeded-Up Robust Features"
(SURF) [15], "Oriented Fast and Rotated Brief" (ORB)
[16] veya "Binary Robust Independent Elementary Featu-
res" (BRIEF) [17] gibi önceden tanımlanmış teknikler ile
elde edilebileceği gibi, ön-eğitimden geçmiş bir "Convolu-
tional Neural Network" (CNN)’den de elde edilebilir. Biz
bu bildiride, SIFT özniteliklerini kullandık.

IV. Deneyler

Deneylerimizde kullanmak amaçlı, Şekil 3’de gösterilen
iki imgeyi seçtik. Her bir imge 214 x 267 boyutludur.

Öncelikle, her bir imge için 128 boyutlu SIFT öznite-
liklerini, vl_feat [18] kütüphanesini kullanarak hesapladık.
Şekil 3a’daki imge için 268 adet SIFT özniteliği bulduk ve
benzer şekilde, Şekil 3b için de 273 adet SIFT özniteliği
bulduk. Daha sonra, bu SIFT özniteliklerini, Şekil 3a’daki
imge için +1 sınıfını oluşturacak ve Şekil 3b’deki imge için
ise -1 sınıfını oluşturacak şekilde etiketlendirip, eğitim veri-
setimizi olusturduk. BAA’yı, bu veri seti ile eğittik.

BAA algoritması, Gauss çekirdek merkezlerini (xi) ve
çekirdek parametrelerini (σi) otomatik olarak hesapladı.
Daha sonra, bulunan bu Gauss çekirdekleri kullanılarak
her iki sınıfdan (her iki imgeden) birbine en yakın olan
Gauss merkez çiftleri, Öklid uzaklıklarına bakılarak bu-
lundu. Her bir Gauss çifti için, Gauss merkezleri arasın-
daki mesafe R=250’den kücük olan çiftler eşleşmiş olarak
kabul edildi. Toplamda 18 adet eşleştirilen öznitelik çifti

bulundu. Bu şekilde eşleştirilen 18 öznitelik çifti, imgeler
üzerinde, Şekil 4’deki gibi gösterildi.

Her bir Gauss çifti için Gauss merkezleri arasındaki
mesafe eşiği R=300’e çıkarıldığında, toplamda 48 adet
eşleştirilen öznitelik çifti bulundu. Bu eşleştirilen 48 öz-
nitelik çifti, Şekil 5’de imgeler üzerinde gösterildi. Her
ne kadar burada gösterilmemiş olsada, yaptığımız ön-
deneylerimizde bulduğumuz sonuçlara göre mesafe eşiği
büyüdükçe eşleştirme esnasında yapılan yanlış eşleştirme-
lerin sayısı da artmaktadır.

Son olarak, BAA algoritması hiç kullanılmadan, SIFT
tarafından bulunan tüm öznitelikler arasındaki Öklid
uzaklığına bakılarak eşleştirme yapıldı. Öznitelikler ara-
sındaki uzaklık 65 değerinden küçük olan tüm öznitelik
çiftleri eşleşmiş olarak kabul edildi. Bu şekilde, toplamda
12 adet öznitelik çifti bulundu ve bu çiftler Şekil 6 üzerinde
gösterildi. Şekilde gösterildiği üzere, sadece öznitelikler
arasındaki uzaklığa bakmak, eşleştirme yapmak için yeterli
değildir. Nitekim birçok öznitelik, diğer imge üzerinde aynı
öznitelik ile eşleşmektedir. Ancak, BAA ile seçilen ve Ga-
uss merkezleri uzerinde bulunan öznitelikler, aralarındaki
uzaklığa bakılarak eşleşebilmektedir.

Şekil 5: R=300 olduğunda, toplamda 48 adet eşleştirme
bulunmuştur; eşleşen (ve Gauss çekirdeği üzerinde bulu-
nan) bu öznitelikler de imgeler üzerinde gösterilmiştir.



Şekil 6: BAA kullanmadan, her iki imge içinde, SIFT tara-
fından bulunan tüm öznitelikler arasındaki Öklid uzaklığı
65’den küçük olanların eşleştirilmesi.

V. Sonuçlar
Bu bildiride, yeni bir algoritma olan BAA algoritma-

sının öznitelik eşleştirmekte nasıl kullanılacağı ilk defa
gösterilmiştir. BAA bulduğu, aynı zamanda benzerlik alan
merkezi olarak da bilinen Gauss çekirdek merkezlerini di-
rek olarak kullanarak mevcut öznitelikler arasından önemli
olanları seçmektedir. Benzerlik alanları, veri uzayındaki
mevcut verileri özetler. BAA tarafından bulunan Gauss
çekirdek merkezleri arasında, hem farklı sınıflardan olup,
hem de birbirine en yakın olan Gauss merkezleri eşleş-
miş olurlar. Eşleşmenin daha gürbüz yapılabilmesi için,
farklı sınıflardan olan Gauss çekirdek merkezleri arasındaki
uzaklığın, belirli bir uzaklık eşiğinden (R) kücük olması
çalışılmıştır. R değeri küçüldükce, yapılan eşleşmelerin,
bulunan Gauss merkezleri ile daha gürbüz bir şekilde
yapılabildiği gözlemlenmiştir.

Öznitelik eşleştirmek, bir video içinde, mevcut bir imge
içinde bulunan bir nesnenin, video’daki bir sonraki zaman
indizli imge üzerinde nerede olacagını tahmin etmek amaçlı
kullanılabilir.

Literatürde bilindiği üzere, eşleştirme yapmak için sa-
dece öznitelikler arasındaki uzaklığa bakmak yeterli de-
ğildir. Şekil 6’da verilen sonuçlar da bu ifadeyi destekle-
mektedir. Ancak, bu bildiride elde ettigimiz ön deneylerde
gösterdiğimiz üzere, BAA algoritmasının bulduğu Gauss
çekirdek merkezleri arasındaki uzaklığa bakarak, öznitelik
eşleştirmesi yapabiliriz. Gauss çekirdek parametreleri olan
σi değerlerine bakılarak da eşleştirme yapılabilir. Devam
niteliğinde olabilecek ilerideki çalısmalardan birisi, bu bil-
diride sunulan BAA ile öznitelik eşleştirme yönteminin
daha fazla veri uzerinde denenmesi ve sonuçlarının bildi-
rilmesi olabilir.
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